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Basics of Compressed Sensing and Its Application to Image Acquisition
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In this paper, we introduce the basic theory of compressed sensing and its applications to two image acqui-
sition problems. One is pixel number enhancement for high-speed imaging, and the other is image recon-
struction in high-speed magnetic resonance imaging (MRI). In the first application, by using the sparsity of
the differences of representation coefficients in adjacent frames, we show that the same estimation accuracy
as that of the conventional method is very quickly achieved. In the second application, by using a novel dic-
tionary learning which considers both of the previous data and the present observation, we can reconstruct
high-quality MR images compared to conventional dictionary learning. Finally, we conclude this paper by
giving future perspective along this line.
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は じ め に

圧縮センシングの一連の論文が発表されて 10年が経過し

た 1, 2)．一時の爆発的な取り上げられ方から比べれば，現在

はやや落ち着いた状況に感じられる．このことはそのまま，

信号処理や画像処理において，スパース性の活用が既に基

本技術として定着していることを意味するように思われる．

圧縮センシングは，不良設定逆問題（解を一意に定めるこ

とが一般にはできない逆問題）に対する一つの理論体系で

あり，未知信号にスパース性，あるいは圧縮可能性の前提

があれば，適切な観測系を設計することで信号を高精度に

復元できることを保証している．昨今はビッグデータの時

代であり，データを大量に獲得できることもあるが，その

ような場合であっても不良設定の状態が発生することは少

なくない．また，あえて不良設定状態で観測を行うことに

よって，高速性や安全性などの新たな価値を生み出す場合

もあるため，圧縮センシングは強力なツールとして注目さ

れているのである．

圧縮センシング理論を適用するためには，観測対象がス

パースに表現できることが前提となる．例えば，自然画像

は離散コサイン基底やウェーブレット基底に関してスパー

ス性や圧縮可能性が成立していると考えられる．しかしな
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がら，このような適切な表現基底が既知でない場合も多く，

また既知の場合においても，よりスパースに表現可能な基

底を見い出すことができれば，信号の推定精度向上が可能

となる．この要請に応えるために，大量のデータから，そ

れらをスパースに表現する基底（あるいはフレーム）を生

成する技術が辞書学習である．近年は，圧縮センシングと

辞書学習を組み合わせて利用することが定着している．

このような認識のもと，本稿ではまず，圧縮センシング

の基礎を簡単に振り返る．具体的には，スパースな信号を

復元するための ℓ0 ノルム最小化問題を紹介し，それを凸

緩和した ℓ1 ノルム最小化問題の解の近似精度が保証され

るための観測系の条件を述べる．次に，著者らがこの数年

に研究してきた 2種類の応用事例，ハイスピードイメージ

ングの高画素化 3) と，高速核磁気共鳴画像法（高速MRI）

における画像再構成 4)を概説する．ハイスピードイメージ

ングの高画素化では，離散コサイン係数の隣接時刻間にお

ける差分値のスパース性を新たに利用することで，従来と

同程度の推定性能を低計算量で実現できることを示す．高

速MRIにおける画像再構成では，過去に撮影した高画質な

MR画像と現在の観測信号の両方を考慮した新しい辞書学

習法により，高精度な再構成が実現できることを示す．最

後に，この分野における今後の研究の方向性を展望する．
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1. 圧縮センシングに関する基礎知識

N 次元ベクトルとして表現される未知信号 x⋆ ∈ RN に

対して線形観測をM 回行うことで，観測結果 y ∈ RM が

y = Ax⋆ + e (1)

のように得られるものとする．ここで，A ∈ RM×N は既知

の観測行列であり，e ∈ RM は観測雑音を表す．このとき，

観測回数が信号の次元数以上，すなわちM ≥ N であれば，

未知信号 x⋆を精度よく推定できるだろう．一方で，圧縮セ

ンシングにおいては，「圧縮」という言葉が示唆する様に，

観測回数は信号次元数より少ない．つまりM < N であり，

この場合，一般には yから x⋆のN 個の成分を推定するこ

とは困難となる．

そこで圧縮センシングでは，x⋆の成分の多くが 0である

状況を想定し，残りの僅かな非零成分のみを推定すること

を考える．ベクトル x⋆ の非零成分の個数が高々K である

とき，x⋆は「K-スパース」であるといい，この場合の x⋆

の未知数は非零成分の値および位置の 2K 個であると考え

られる．したがってM > 2K であれば，K-スパースな未

知信号 x⋆ の高精度な推定が期待できる．

このための方法としてまず考えられるのが，観測条件を

満たすベクトル xの中で非零成分の個数を最小にするベク

トル

x(0) = argmin
x∈RN

∥x∥0 subject to ∥Ax− y∥22 ≤ ε (2)

を見つけることである．ここで，∥x∥0は xの非零成分の個

数を表し，xの ℓ0ノルムと慣例的に呼ばれる．また，ε ≥ 0

は式 (1)における観測雑音 eの大きさに相当する定数であ

り，∥e∥22 ≤ εを満足している．しかしながら，この問題は

「NP困難な組み合わせ最適化問題」であるため，N が大き

いときには，現実的な時間で最適解 x(0)を求めることがで

きない．

式 (2)の問題に近似解を与えるアルゴリズムがMatching

Pursuit (MP)である．MPの基本的な考え方は，Aの列ベク

トルの中から，観測誤差 ∥Ax − y∥22 を最小にするものを
貪欲法的に 1本ずつ選択するというもので，選択したベク

トルの数が事前に指定した K に達するとアルゴリズムが

終了する．とりわけ，誤差ベクトルが選択した Aの列ベク

トル全てと直交するように修正を加えたものが Orthogonal

Matching Pursuit (OMP)である 5)．MPやOMPはK回の繰

り返し処理によって高速にK-スパースな近似解 x̃(0)を計算

できるが，x̃(0)が元の最適化問題の制約 ∥Ax̃(0) − y∥22 ≤ ε

を満たすことは必ずしも保証されず，結果として推定性能

が劣化してしまう問題が発生する．この問題を解決するた

めには，観測対象をK-スパースに精度よく表現可能な基底

をあらかじめ用意する必要があり，そのために辞書学習が

重要となる．この問題については第 3節で解説する．

K-スパースなベクトル x⋆ を推定するもう一つの方法と

して，式 (2)において ℓ0ノルムを ℓ1ノルムによって凸緩和

し，これにより得られる最適化問題を解くことも考えられ

る．すなわち，観測条件を満たすベクトル xの中で ℓ1ノル

ム（xの各成分の絶対値和）を最小にするベクトル

x(1) = argmin
x∈RN

∥x∥1 subject to ∥Ax− y∥22 ≤ ε (3)

を推定値として用いるのである．これは「凸最適化問題」

であるため，比較的効率よく最適解 x(1) を計算できる 6)．

通常，最適解 x(1) は未知信号 x⋆ とは異なるが，M > 2K

のときに観測行列Aが零空間特性や制限付き等長性などの

条件を満足すれば，x(1) の x⋆ に対する近似精度を保証す

ることができる 7)．実際には，上記の条件を満足する観測

系を設計することは容易ではなく，x(1) の近似精度は保証

されないことも多いが，そのような観測系においても式 (3)

によって良好な推定結果が得られる場合が多々ある．次節

では，式 (3)の考え方に基づいてハイスピードカメラの画

素数を拡大した筆者の研究を概説する．

2. ハイスピードイメージングにおける高画素化

1秒間に 100フレーム（100 fps）以上撮影可能なカメラ

は「ハイスピードカメラ」と呼ばれ，ハイスペックな製品

では，2,560× 1,920の画像を 2,000 fpsで撮影可能である．

ハイスピードカメラには，fpsを上昇させると画素数が減少

するという問題が原理的に存在する．実際に，上記製品の

fpsを 10,000，50,000と上昇させると，画素数は 640×592，

320× 192と減少する．これは，画素値記録に必要な時間は

画素数に比例して増えるのに対し，高い fps値がフレーム

ごとの画素値記録時間を制限してしまうためである．

この問題に対して我々は，高い fps値においてもなるべ

く多くの画素数を記録できるハイスピードカメラの実現を

目指す．そのために，図 1に示す光学系を想定する 3)．こ

れは，シングルピクセルカメラを複数画素に拡張したもの

である 8)．この光学系では，結像面に CCDなどのイメージ

センサではなく Digital Micro-Mirror Device (DMD)配列が

設置されており，例えば，最大 32,552Hzで二値パターン切

り替えが可能な DMD製品を用いることで，2× 2のブロッ

クごとにランダムな画素選択を行う．これによって撮影画

素数を制限する一方で，画像列におけるある種のスパース

性を利用して，撮影された少数の画素から画像全体を高速

に再構成する．
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図 1 光学系システム 3)．

高画素数の第 rフレーム画像を x⋆
r ∈ RN (r = 1, 2, ..., R)

で表す．筆者らの手法では，これらを一括に再構成するの

ではなく，第 1フレームから順に再構成していく．実際に

撮影されるのは，x⋆
r の N 画素のうち，圧縮率に応じてラ

ンダムに選ばれたM 画素である．これを yr ∈ RM で表し，

ランダム選択行列を Ar ∈ {0, 1}M×N で表せば，

yr = Arx
⋆
r (r = 1, 2, . . . , R) (4)

が成立する．ここで，ランダム選択行列 Ar はフレームご

とに変更する点に注意されたい．図 2は画素数が 256×256

のある画像列（動画）の隣接フレームにおける「画素値差

分」と「離散コサイン係数差分」の ℓ1ノルムを示しており，

2562 = 65,536であることを考慮に入れれば，どちらも比較

的小さな値であることが分かる．特に，離散コサイン係数

差分のほうが画素値差分より小さいことが確認できる．他

の動画に対しても同様の傾向が見られており 3)，上記 2種

類の差分情報と，式 (4)および画像に関する先験情報を組

み合わせることで，高精度な画像再構成を期待できる．そ

こで，我々は最適化問題

x̂r = argmin
x∈RN

∥Cx∥1+λ1∥x− x̂r−1∥1+λ2∥Cx− Cx̂r−1∥1

subject to Arx = yr (5)

を順に解くことにより画像列全体を復元した．ここで，第 1

項は各フレームの画像が離散コサイン変換によりスパース

に表現できることを意味している．第 2項，第 3項は隣接

フレーム間の画素値差分と離散コサイン係数差分がそれぞ

れスパースであることを意味し，λ1 > 0と λ2 > 0は 3つの

項の間の重みを規定している．最後に，制約条件Arx = yr

は式 (4)に基づいている．式 (5)は凸最適化問題であり，例

えばAlternating Direction Method of Multipliers (ADMM)な

どにより，効率的に最適解 x̂r を計算できる．

提案手法のシミュレーション結果を示す．ハイスピード

カメラ（Optronis CR450x3，ナックイメージテクノロジー

社）を用いて，撮影速度 6,000 fpsで画素数 256× 256の無
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図 2 画像列の隣接時刻間における差分情報．

圧縮画像 210枚を得た．撮影対象は，屋外におけるテニス

ボールとラケットの接触の瞬間である．撮影された画像列

に対して，フレームごとに 25%の圧縮率でブロックランダ

ム選択を行い，選択された画素から画像全体を再構成する．

画像列の第 107フレーム画像，観測画像，提案手法による

復元結果とピーク信号対雑音比 (PSNR)，従来手法 9) によ

る復元結果と PSNRをそれぞれ，図 3 (a), (b), (c), (d)に示

す．ここで提案手法では，式 (5)において λ1 = 0.5，λ2 = 1

とし，ADMMの繰り返し回数は 20回に設定した．図 3で

は，3次元全変動を抑圧して画像列全体を一括に再構成する

従来手法より，提案手法のほうが高い PSNRを与えており，

実際にラケットのガット部分が鮮明に再構成されているこ

とが確認できる．全 210フレームの画像に対する PSNRの

平均値は従来手法に比べて 0.13 dB下回っているものの，提

案手法の計算速度は従来手法の約 1,200倍であり 3)，従来

と同程度の再構成精度を極めて高速に達成している．

3. 融合型辞書学習を利用した高速MRI

辞書学習を用いた高速MRIに関する研究成果を述べる．

この問題では未知信号である断面画像 x⋆は通常，複素数値

として考えられるため，x⋆ ∈ CN である．高速MRIにお

ける観測系は，2次元離散フーリエ変換 F ∈ CN×N からの

ランダム選択 A ∈ {0, 1}M×N である．観測雑音を e ∈ CM

で表せば，観測信号 y ∈ CM は y = AFx⋆ + eで与えられ

る．この yから x⋆ を推定する．

画像は，医療用であっても自然風景であっても，局所情報

の集まりであることが多い．更に，高次元データに対する辞

書学習には多大な計算時間を必要とする．そこで，
√
N×

√
N

の画像全体を，小さな
√
n ×

√
nの局所領域（パッチと呼

ぶ）に分割し，これらをスパースに表現する辞書（基底あ

るいはフレーム）を学習する．

さて，辞書学習には大きく分けて，事前型，適応型，融合

型（提案手法）の 3種類がある．事前型辞書学習では，過去

に撮影した高画質なMR画像を用いて辞書学習を行い，得
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(a)原画像 (b)ブロックランダム選択画素

(c)逐次再構成（提案手法） (35.88 dB) (d)　一括再構成（従来手法） (35.60 dB)

図 3 ブロックランダム選択画素からの再構成結果．

られた辞書と観測信号を用いて画像再構成を行う．学習用

パッチをラスタースキャンして得られるベクトルを zp ∈ Cn

(p = 1, 2, ..., P )で表す．辞書を構成するベクトルの数をm

で表せば，辞書は n ×m行列 D ∈ Cn×m となる．各学習

用パッチ zpの辞書Dに関する表現係数を cpで表すと，辞

書は最適化問題

[D̂, {ĉp}] = argmin
D,{cp}

P∑
p=1

∥zp−Dcp∥22 subject to ∥cp∥0 ≤ T0

(6)

を解くことにより得られる．ここで，∥cp∥0はベクトル cp

の非零成分の個数であり，T0はその上限値である．こうし

て得られた辞書 D̂に関して各パッチがスパースに表現され，

かつ観測信号 y とのデータ整合性がとれる画像を x⋆ の再

構成結果として用いる．しかし，式 (6)によって得られた

辞書には，現在の推定対称である x⋆ に関する情報が含ま

れていないという問題が存在する．

一方，Ravishankarらは，観測信号から辞書を適応的に学

習し（適応型辞書学習と呼ぶ），同時に x⋆ を再構成する

DLMRI10) という手法を提案した．この方法では，最適化

問題

[x̂, D̂, {ĉi,j}] = argmin
x,D,{ci,j}

[
ν∥AFx− y∥22

+

I∑
i=1

J∑
j=1

∥Ri,jx−Dci,j∥22

]
subject to ∥ci,j∥0 ≤ T1 (7)

を解くことにより，辞書学習と画像再構成を同時に実現し

ている．ここで，Ri,j ∈ Rn×N は再構成画像 x ∈ CN の

(i, j)画素を左上に持つ
√
n×

√
nのパッチを抽出する行列

である．DLMRIでは高圧縮信号を逆フーリエ変換すること

で低品質な再構成画像をまず生成し，この画像を初期値に

用いて推定値を更新していく．ところが，式 (7)では過去

の学習用画像を用いず，高圧縮信号のみで辞書を学習する

ために，鮮明な画像の生成が難しい．

式 (6)，式 (7)におけるそれぞれの問題点を解決するため

に，我々は，学習用画像と観測信号の両方を用いて辞書を学

習し，同時に高精度な画像を生成する手法を提案した．こ

れが融合型辞書学習であり 4)，提案手法は最適化問題

[x̂, D̂, {ĉp}, {ĉi,j}] = argmin
x,D,{cp},{ci,j}

[
ν∥AFx− y∥22

+

P∑
p=1

∥zp −Dcp∥22 +
I∑

i=1

J∑
j=1

∥Ri,jx−Dci,j∥22
]

subject to ∥cp∥0 ≤ T0 and ∥ci,j∥0 ≤ T1 (8)

を解くことによって実現される．式 (8)における辞書学習で

は，学習用パッチの選択が再構成結果に大きく影響する．適

切な学習用パッチを得るために，我々は，学習用画像から得

られる全パッチを K-means法でクラスタリングし，体外部

分に相当するクラスのパッチをあらかじめ排除する手法を

提案している．また，学習用パッチ数 P と観測画像パッチ

数 IJ の比率も重要であり，以下の実験では P : IJ = 9 : 1

としている．
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(a)正解画像 (b)融合型 (34.78 dB) (c)事前型 (33.47 dB) (d)適応型 (33.59 dB)

図 4 圧縮率 20%のシミュレーション結果．

提案手法のシミュレーション結果を示す．健常な 20代の男

性 2名（A, Bと呼ぶ）の頭部をMRI装置（SignaHDxt，1.5T，

GE Healthcare UK社）によって撮像した．各種パラメータは，

TR = 12.4ms，TE = 5.2ms，FOV = 240mm× 240mm，

Gap = 0，Thickness = 1mmであり，8ch Brain Coilを使用

した．学習用画像として実験参加者 Aの画像を用い，実験

参加者 Bの画像を圧縮率 20%の観測信号から再構成する．

正解画像および融合型（提案手法），事前型，適応型それ

ぞれの辞書学習法による再構成結果と PSNRを図 4 (a), (b),

(c), (d)に示す．図 4から，PSNRは融合型が最も高く，事

前型，適応型に比べてそれぞれ 1.31 dB，1.19 dBの改善が

確認できる．図が小さいため分かりづらいが，拡大すれば，

融合型により鮮明な画像が再構成できていることが確認で

きる．式 (8)のように，過去のデータと現在の観測信号の

両方を用いる考え方はMRIに限らず応用可能であり，今後

は他の画像処理問題にも展開していく予定である．一方で，

式 (8)（および式 (7)）には，辞書学習と画像再構成を同時

に行うため計算量が大きいという問題点がある．筆者らは

この問題に対して，辞書に構造を持たせることにより高速

化するという研究も行っている 11)．

ま と め

本稿では，圧縮センシングの基礎と応用事例 2件を解説

した．第 1の応用事例では，ハイスピードイメージングの高

画素化において，画素値差分と離散コサイン係数差分のス

パース性を利用しながら，フレームごとに画像を再構成す

ることで，従来と同程度の推定性能を極めて高速に実現で

きることを示した．第 2の応用事例では，高速MRIの画像

再構成問題において，過去に撮影した高画質なMR画像と

現在の観測信号の両方を利用する融合型辞書学習によって，

従来より高精度なMR画像が再構成されることを示した．

上記のように，本稿では圧縮センシングと辞書学習につ

いて解説してきたが，一方で深層学習を用いた画像処理手

法が急速な展開を示していることも事実である 12)．辞書学

習と深層学習を比較した場合，後者に比べて前者のほうが

パラメータ数が少なく，必要データ数も少ないと考えられ

る．また，辞書学習では明示的にデータの表現基底を求め

るが，深層学習では結果的に表現基底のようなものが得ら

れていると考えられる．このような違いを意識して，両者

を適切に使い分けていくことが今後は必要になると筆者は

考えている．
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